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¿LA IA REEMPLAZARÁ NUESTRO TRABAJO?

https://miroslao7.medium.com/chatgpt-wont-take-your-job-away-a96d9a7b6a8

1966



FUTURO DE LA IA EN RT Y FÍSICA MÉDICA

• Prompt Co-pilot: puedes crearme una imagen de cómo 
influirá la IA en el ámbito de la oncología radioterápica y la 
física médica?

• Prompt Co-pilot: puedes crearme una imagen de cúal será la 
promesa de la IA en sanidad?



Evolución histórica

GENERATIVE 

AI

• Diffusion models
• Large Language Models

(LLM)

Fuente: Michael Copeland What's The Difference Between AI, Machine Learning And Deep Learning, NVIDIA Blogs



DATOS Y ESTRUCTURA
• 97% de los datos clínicos son ‘dark data’ perdidos 
• Cuando se estructuran los datos y se comparten:



01.DECISIÓN TTO
Herramientas que combinan datos 
clínicos con genómicos e imagen 

para dar soporte a la decisión.

02.IMAGEN
Reconstrucción, mejora de imagen, 

generación de imágenes sintéticas, 

auto-contorneo…

03.PLANIFICACIÓN DE TTO
Predicción dosis, DVH, técnica, …

04. ADMINISTRACIÓN 
TTO

Posicionamiento, monitorización 

durante el tto. predecir cambios 

anatómicos, adaptativa sobre 

CBCT, …

05. CONTROL DE CALIDAD

QA paciente, errores MLC, 

output, simetría, … 

APLICACIONES 
IA EN RT 



IMAGEN

Generación/Reconstrucción CT/RM

• ↑ calidad imagen

• ↓ ruido

• ↓ artefactos

• Supervisados

• U-Net, GAN

Artificial intelligence in radiotherapy: Current applications and future trends,Diagnostic and Interventional Imaging, 

Paul Giraud, Jean-Emmanuel Bibault,2024



IMAGEN

Reconstrucción CT/RM

• ↑ calidad imagen

• ↓ ruido

• ↓ artefactos

• Supervisados

• U-Net, GAN



https://github.com/wasserth/TotalSegmentator



IMAGEN

Segmentación

• CT, PET, RM

• ↓ tiempo

• ↑ estandarización

• Supervisados

• U-Net,  ResNet, 
DenseNet

Generación/Reconstrucción CT/RM

• ↑ calidad imagen

• ↓ ruido

• ↓ artefactos

• Supervisados

• U-Net, GAN



NO SOLO OARS!

● 150 casos clínicos H&N
● CT, CT+PET o CT+MRI
● CNN con multimodalidad

mejor que CNN solo con CT



DL auto-segmentation (1 año uso clínico)

1. Evaluar el impacto del autocontorneo en el tiempo
2. Evaluar el impacto sobre el tiempo total para 
completar la planificación del tto (desde el CT hasta el 
inicio del TTO)

1. Se ahorró un 70% aprox
2. El tto no se inició antes a pesar de reducirse el tiempo 
de contorneo

Necesidad de revisar el workflow y adaptarlo a las nuevas necesidades



A diferencia de otros trabajos, no se centra solo en
métricas de precisión (como Dice), sino en tiempo real
de edición, utilidad práctica y seguridad clínica.

Principales hallazgos

● Ahorro de tiempo significativo:

○ 36 % en próstata

○ 67 % en cabeza y cuello

● Hausdorff distance fue la métrica que mejor 
correlacionó con el tiempo de edición (ρ = 0.70), 
superando al Dice, que no refleja bien el esfuerzo 
clínico.

● Se detectó “automation bias”: los clínicos tienden 
a confiar en los contornos de la IA y a anclarse en 
ellos, aunque la mayoría de errores fueron 
corregidos (72 % en H&N, 81 % en próstata).

● En una evaluación ciega, los clínicos prefirieron los 
contornos de la IA frente a los de colegas 
humanos (“gold standard”).



● Muestra que la incorporación de información clínica 

textual junto con imagen mejora la automatización de tareas 

de contorno, 

● Refuerza la idea de que menos datos pueden bastar si se 

usan de forma multimodal — algo interesante si en tu entorno 

tienes limitaciones de datos de entrenamiento.

● Plantea un camino hacia modelos explicables que integran 

“razones clínicas” en la predicción, lo cual puede mejorar la 

confianza del clínico en la IA.

Lo validan sobre un conjunto de datos de cáncer de 
mama (y también aplican a próstata) con imagen de 
simulación de radioterapia + información clínica. 

La validación se limita a ciertos tipos de cáncer (mama y 
próstata) con volúmenes de contorno relativamente 
estandarizados; no está validado aún para tumores más 
complejos o menos estructurados. 



• Guía para planificación de ttos

• Planificación automática

• Predicción de DVH, distribución dosis

• Comparación de modalidades 

(IMRT/VMAT/3D…)

• Cálculo de dosis

• Selección de ángulos

• Planificación interactiva con lenguaje natural 

• Supervisados

• 3D

• 2D

PREDICCIÓN DE DOSIS



Predicción



• Random Forest con 99 planes clínicamente aprobados.

• Se realizaron tres fases:

1.Factibilidad técnica (n=17)

2.Simulación retrospectiva (n=50)

3.Despliegue clínico prospectivo (n=50), con selección ciega entre plan 

ML y plan humano; el plan elegido se utilizó realmente en el tratamiento.

• Aceptabilidad clínica: 89% de los planes ML fueron 

considerados aptos para tratar pacientes.

• Selección plan tto: el 72% ML vs humanos (83% en 

simulación, 61% en despliegue real).

• Eficiencia: el tiempo total de planificación se redujo en un 

60% (de 118 h a 47 h).

• Calidad dosimétrica: los planes ML mantuvieron calidad 

constante entre fases y se ajustaron a las guías clínicas.

• La menor selección de planes ML en la fase clínica no se 

debió a una pérdida de calidad, sino a factores humanos

(percepción y confianza del médico tratante).



● Aunque los resultados son prometedores, todavía se requiere 
supervisión humana para revisar y aprobar los planes generados 
automáticamente.

● La generalización a otros sitios anatómicos, otros centros con 
distintos sistemas de protonterapia o diferentes protocolos aún 
necesita validación adicional.

● Como siempre en IA aplicada al entorno clínico, la gestión del 
cambio, la aceptación del usuario y la integración en el flujo de 
trabajo son factores clave que deben considerarse más allá de la 
técnica.



● 35 pacientes cérvix
● Conformidad PTV y OARs
● Varios modelos LLM (2.5-max, LLama-3.2, Gemini 1.5 flash
● Un modelo generó halucinaciones
● Dos de los LLMs (Qwen-2.5-max y Llama-3.2) generaron planes 

aceptables en tiempos de ≈ 16.3 ± 5.0 min y ≈ 9.8 ± 2.1 min, 
respectivamente, mejorando el tiempo estimado de un físico 
experimentado (≈ 20 min)

Parameters fed into the LLMs comprised current doses, dose goals, constraint target values, 
ideal ranges of constraint target values for OAR optimization objectives, and PTV D95 values.



Aplicaciones clínicas desarrolladas
http://www.dlinrt.eu

http://www.dlinrt.eu/




Inconvenientes principales de la adopción de la IA en 
la clínica

• Ética

• Transparencia de los modelos de IA (models cards)

• De-skilling (pérdida de conocimiento)

• Opiniones de los pacientes ante el uso de IA

• Educación y formación del personal



Ética

• toma de decisiones sobre pacientes

• necesidad de saber las razones y generar confianza sobre predicciones

• herramientas para evaluar las predicciones



Transparencia: MODEL CARDS

• Son como el prospecto de un medicamento, pero 
para un modelo de IA:

• qué hace, 
• con qué datos se entrenó, 
• para qué sirve 
• para qué no.



De-skilling
❖ La IA: aprende rápido, comete errores y necesita supervisión 

(constante).

• podría ser necesaria la intervención humana, pero esto se convierte 

en un problema si las personas ya no son competentes en las tareas 

que deben realizar. 

• es fundamental mantener la capacidad de supervisar las 

actividades de la IA e intervenir cuando sea necesario, lo que exige 

una comprensión profunda de sus propias áreas de competencia.

❖ La clave para un futuro exitoso en la era de la IA reside en entender 

su naturaleza dual y en saber navegar con prudencia hacia una 

convivencia armoniosa entre la inteligencia humana y la artificial.



Retos clínicos

• Interpretabilidad: el propio modelo (como funciona el modelo desde dentro)

• Explicabilidad: las razones de un predicción específica

• Incertidumbre: las limitaciones del modelo o de las predicciones
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IA Robusta y accesible
Neumonía Accuracy 88%



La interpretación depende del modelo

“White box models”

“Black box models” → explainability



La interpretación depende del modelo
Foundation models

A pesar de ser extremadamente complejo, 

ofrecen una oportunidad para la 

explicabilidad debido a:

- Importancia del prompt usado

- Pueden proveer raciocinio textual/visual y 

numérico de las predicciones



Métodos de explicabilidad



Explicabilidad a través de la visualización

Mapas de atención (attention maps)
Señalan que voxeles o regiones de una imagen en la 
que se ha enfocado el modelo usando: 
- Gradientes de imagen
- Pesos
- Bordes
- Texturas
- Patrones



SHAP (Shapley Additive exPlanations)
Señala la importancia y el impacto de las diferentes 
features:
- Datos clínicos
- Biomarcadores
- Características de pacientes
- Modalidades
- …

Explicabilidad a través de rangos numéricos (feature weights)



Genera imágenes sintéticas modificadas 
(“contrafactuales”) que muestran visualmente 
qué cambios harían que el modelo cambiara su 
predicción.

• Diagnóstico
• Género
• …

Explicabilidad a través de la comparación

Por ejemplo, si el modelo dice “Neumonía”, el 

contrafactual busca generar una imagen muy parecida, 

pero que el modelo clasifique como “Normal”.



• Usa información textual para explicar las predicciones

Explicabilidad a través de información textual

Behind the algorithm XAI. Korreman. ESTRO School

¡Cuidado con los sesgos!



Interpretabilidad sí, pero…

• Importancia de la calidad y cantidad de datos (positivos y 
negativos)

• Buena en reconocimiento de patrones, pero no entiende lo que 
está mirando: aprende por asociación de características.

• El contexto importa.



Errores IA vs humano

IAHUMANO



El cerebro humano es extremadamente complejo 

y tiene muy poca interpretabilidad!!

Muchas de las preocupaciones realmente son sobre las interacciones humanas con las IA, en vez de la IA por si sola…



Muchas gracias por vuestra atención


